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BA LM Banka DB - LISp-Miner 4ftTask module:

Datagource Task description  Generation  Hel

ZEACE AR

LM Database: LM Banka DE
Datamining datahase: LWME

oelected task group

Diefault task-grou;

== System LISp-Miner

= Metoda GUHA (od roku 1966)
= predchozi implementace (IBM 370, PC-GUHA...)
= Akademické prostredi
= http://lispminer.vse.cz
= Cile
= pouziti ve vyuce
= pouziti pro vyzkum v oblasti DM
= pouziti pro reseni realnych DM uloh
= Vyuzivan navazujicimi projekty (SEWEBAR, EverMiner...)
= Modularni a vrstvena architektura
= Ddraz na rychlost vypoctu
= generovani a verifikace co nejrychlejsi (i pro slozité zadani uloh)
= Vyvoj od roku 1996
= cca 1 mil. programovych radkd, vyvojové prostredi MSVC++
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BA LM Banka DB - LISp-Miner 4ftTask module

Datagource Task description  Generation He

LM Database: LM Banka DE
Datamining datahase: LWME

oelected task group

Default task-grot

o Nova procedura ETree-Miner

= Exploration trees
= vice moznych variant vétviciho atributu

= vznika ,les" klasifikujici s lepsi presnosti nez jeden kazdy individualni
strom

= vypocetné narocné, protoze generovanych a provérovanych stromd
obrovské mnozstvi

= Vyuziti prostredkd implementovanych v systému LISp-Miner
= bitové retézce
= 4ft-cedent (generovani pod-strom{)
= kontingencni tabulky < confusion matrix

= GUHA-procedura

= prochdazeni celého stavového prostoru moznych stroml a vybér
vsech, které splnuji kritéria zadani

Project LISp-Miner



BA LM Banka DB - LISp-Miner 4ftTask module

Datagource Task description  Generation He

3

B (8B (7

LM Database: LM Banka DE
Datamining datahase: LWME

oelected task group

= Decision tree

= rozhodovaci strom s jednoduchou
strukturou koren — uzly — listy

= Top-down induction (TDIDT)
= hapr. ID3

= moznost klasifikace pripadl
= Exploration tree

-~ Decision x Exploration Tree

Foot Lhver= anao, Tree Quality: 0917, Root Furity: 0.667 (8 from 12)
I
#=L1.B1: Frijem= nizky: Lhver= ne, Branch Quality: 0.857, Mode Purity: 0571 (4 from 7
|
#-L1.B1.L2BE1: Kanto= nizke: Lkver= ne. Mode Furity: 1.000 (2 from 2)

I

|

| #-L1.B1.L2B2: Konto= stfedni: Lhver= ne, Mode Purity: 0.667 (2 fram 3)
||

| #-L1.B1.L2E3 Konto= wysoke: Lver= ano, Mode FPurity: 1.000 (£ fram £)
I

#-L1.BE: Frijem=wwysoky: Uwver= ano, Made Furity: 1.000 (5 fram &)

= namisto vybéru jednoho nejlepsiho atributu pro vétveni (sp/it) jsou postupné
vybrany vSechny s dostatecnou kvalitou

= nyni podle x2 testu

= popisuje velké mnozstvi moznych variant rozhodovacich stromd{
= zvolenim vzdy pravé jednoho z moznych vétvicich atributd vznikne jedna varianta

rozhodovaciho stromu
= Moznost zadani 4ft-podminky

= vznika ,pod-strom" — vétev pro podmnozinu zaznam{ datové matice (pouze téch

splnujicich 4ft-podminku)
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ﬂ LM Banka DB - LISp-Miner 4ftTask modules

Datagource Task description  Generation  Help

Al =R

LM Database: LM Banka DE
Datamining datahase: Lk Bar

+

oelected task group

'Fm_ ~ Exploration Tree (ETree)

Root: Uver= ano, Forest Quality: 1.000, Root Purity: 0.667 (8 from 12)

. #- bignificance: 1.888, Branch Frequency: 12, Branch Quality: 1.000

#-- L1.S1.B1: Prijem= nizky: Uver= ne, Node Purity: 0.571 (4 from 7)

L1.S1.B1.L2.S1: Konto: Significance: 2.233, Branch Frequency: 7, Branch Quality: 1.000

#-- L1.S1.B1.L.2.S1.B1: Konto= nizké: Uver= ne, Node Purity: 1.000 (2 from 2)

I
#-- L1.S1.B1.L2.S1.B2: Konto= stfedni: Uver= ne, Node Purity: 0.667 (2 from 3)

I
#-- L1.S1.B1.L2.S1.B3: Konto= vysoké: Uver= ano, Node Purity: 1.000 (2 from 2)

I

I

I

I

I

I

I

#@.LZ.SZ: Nazam@igniﬁcance: 0.940, Branch Frequency: 7, Branch Quality: 1.000
I

I
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BA LM Banka DB - LISp-Miner 4ftTask module

Datagource Task description  Generation He
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LM Database: LM Banka DE
Datamining datahase: LWME

oelected task group

-~ Klasifikace

= Klasifikace objektl datové matice
= Cervené zvyraznéné chyby

= Confusion matrix
= absolutni i relativni Cetnosti Uspésné a
neuspesne klasifikace v 1
# | Frijem | Uver | Prediction | ok |
1 s Ok ana anao 1
g wiyrs oo anao anao 1
3 hizky ne ne 1
4 nizky anao ne
5 nizhy anao ne
b nizky ne ne 1 ne 4
7 s Ok ana anao 1
a wiyrs oo anao anao 1
4 hizky ne ne 1
10 wiyrs oo anao anao 1
11 hizky he he 1 _
12 nizky anao ne ’ = ’
Walue: @ Abs  (C Belsum o Relmax  Relrow  ( Relcol
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Datagource Task description  Gener Hel

e AR

LM Database: LM Banka DE
Datamining database: LW EBs

Zaver

oelected task group

s Systém LISp-Miner
= Vyuziti v projektu SEWEBAR
« DalSi vyvoj

http://lispminer.vse.cz
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DOPORUCOVANI ATRIBUTU
PRI ZISKAVANI ASOCIACNICH
PRAVIDEL Z DAT POMOCI
ROZHODOVACICH STROMU

KIZI, VSE v Praze



Predstaveni

Radek Skrabal
FEL CVUT (2006 — 2010)
FIS VSE (2010 — 2012)
DP: Vizualizace asociacnich pravidel
Vyvojdr webovych aplikaci
Kontakt: radek@skrabal.me



Pldn

Uvod (5 min)
Aplikace AR Builder
Dolovdni asociacnich pravidel (5-10 min)
Integrace background knowledge
Doporucovani atributu (20-25 min)
Motivace
Definice
Reseni

ZAveér



Uvod — Aplikace AR Builder



Uvod — Aplikace AR Builder

Webovd aplikace
HTML 5, PHP 5, MooTools

Dolovdni asociacnich pravidel
Interaktivni pfistup, rychld odezva
Tvorba kvalitnich analytickych zprdv

Vyuziti existujicich ndstroji (LISp-Miner, XQuery Search)



AR Builder — XML konfigurace
—

-1 DataDescription — popis dat

1 Featurelist — restrikce zaddni
Restrict

Expert

-1 FrequencyAnalysis — K x L polni tabulka ¢etnosti



AR Builder - Integrace
—

LISp-Miner

4ft-Miner

SEWEBAR / -
AR Builder Connect J\ ETree-Miner

/

Background knowledge KL-Miner

|/XQuery Search




AR Builder - Ul

Settings v

AR Builder "

the beauty of data mining

Association rule pattern "

Age
Antecedent Interest measures  Succedent Salary
Amount
Duration
Repayment

ot ! Confidence: 0.40
District (Subset 1-1)

ound rules k

District (Bruntal)=> Quality (bad) [Confidence: 0.673]

District (Domazlice)=> Quality (bad) [Confidence: 0.500] Marked rules ~
District (Sokolov)=> Quality (bad) [Confidence: 1.000]

District (Strakonice)=> Quality (bad) [Confidence: 0.600]

© 2012 DIKE UEP, created by Radek Skrabal (radek@skrabal.me)



Dolovdni asociacnich pravidel



Dolovdni asociacnich pravidel

Problémy
Nesetfidéné mnozstvi pravidel

Chybi interaktivita

Redeni
Interaktivni proces dolovdni
Doporuceni vhodného atributu
Oznaceni zajimavych pravidel

Integrace background knowledge



Integrace background knowledge
—

District (Bruntal)== Quality (bad) [Confidence: 0.673]

District (Domazlice)== Quality (bad) [Confidence: 0.500] 9
District (Sokolov)== (Quality (pad) [Confidence: 1.000]

District (Strakonice)== Quality (pad) [Confidence: 0.600]



Integrace background knowledge
—

DiStriEt{EruntaMality{t}ad} [Confidence: 0.673]

District (Domazlic Quality (bad) [Confidence: 0.500]

DiStriEI{SDI{DIDMJEIiW{Dad} [Confidence: 1.000]
District (Strakonice)== Quality (pad) [Confidence: 0.600] J

=



Integrace background knowledge

Zatim v teoretické roviné

Vyhleddvdani doménovych znalosti (XQuery Search)
Pfredem indexované
Typy dotazu

Je pravidlo obecné zndmé?

Je pravidlo v rozporu s obecné zndmym?



Integrace background knowledge

Typické workflow:
Dolovdni asociacnich pravidel

Pro kazdé asociacni pravidlo
Dotaz na doménové znalosti
Skryti, pokud je nezajimavé

Oznaceni, pokud je zajimavé
Lpét na krok 1, dokud neni uzivatel spokojen

Ulozeni do analytické zprdavy



Praktickd ukdzka

()




Doporucovdni atributy



Motivace

]
1 MIME Framework
University of Antwerp, Belgium
Uspéch na ACM SIGKDD 2011

Best Pattern Extension
® Nejlepsi rozsireni zvoleného vzoru

W Vzor — itemset (apriori)

TIMax: 1,20¢7) Cimin: 0,00z CTop 100 Copy all ) ( Copy selected ) ( Group
{} O ®© ¢ ¢ ¢ o ¢ ¢ ¢ o o o o o
-~ . N & ~
: ,\\Q@ &0 Q)Q\ > \(\0 ’bé(\ spb L \Q’@ 0§ d)% 060 \,5% 90;\\\ QQ
o\ A ) \0 & Q\o @0 \00 &b Q\O & c}'b \\G
S S Q ’asf’



Definice
Uvazujme asociacni pravidlo ve tvaru:
Ant = Succ | Cond

kde Ant, Succ a Cond jsou kombinace literdl0 a vztah
=~ mezi Ant a Succ je definovdn pomoci (zobecnéného)
kvantifikatoru.



Definice

Necht A je mnozZina atributd. Necht Ant 1 Succ = Q.

Rozsifené asociacni pravidlo pak definujme jako:
Ant A val(a) = Succ | Cond

kde a € A; val(a) je literdl z atributu a; a neni obsazen
v Ant, Succ ani Cond.



Vhodnost atributu

Hleddme atribut a € A, ktery dokdze posilit vztah =
mezi Ant a Succ definovany (zobecnénym)
kvantifikGtorem.

Pro vhodnost atributu definujme funkci qual:
0 <= qual(a) <=1

Pro perspektivni rozsireni pravidla budeme uvazovat
atributy qual(a) >=q, . .



Uvazovand reseni

Statistické
Souvislost uvazovaného atributu s cilovym
FisherOv test, metriky vychdzejici z entropie
Vytvoreni modelu
Vyuziti popisnych metrik

Exploracni stromy



ETree Miner

Novd GUHA procedura
Vyhody

1 béh pro vSechny atributy
Nevyhody

Citlivé nastaveni zaddni (exp. slozitost)

Jen 1 cilovy atribut

V soucasnosti jen Chi-Square kvantifikdtor



ETree Miner

Pocet generovanych stromu:

lmax

NT =k - H iVt
[=1

kde k je pocet vétvicich atributl, Imax je maximdlni
hloubka stromu a vl je pocet uzlU v hloubce I.



ETree Miner

Chi-Square kritérium pro test signifikance:

iS4

2 >*‘>*‘ iy n
X = o L T'i*5;
j n

1

kde a; je pocet priklady i-té hodnoty atributu A a j-té
hodnoty cilového atributu, r; je pocet pfikladu maijicich
i-tou hodnotu atributu A, s; je pocet prikladu maijicich
j-tou hodnotu cilového atributu a n je pocet prikladu.



Doporuceni atributu z ETree
—




Algoritmus

Sestaveni zaddni ETree ulohy

Spusténi 1 béhu Ulohy

Vybér vétvi dle koeficientu v Succ

Vybér split atributy

Pokud neexistuje odpovidaijici atribut -> konec

Pro kazdy split atribut
Vypocet hodnoty qual

Serazeni sestupné podle qual

Doporuéeni atributu s max(qual)



ETree Miner - zaddni

Split attributes

Seznam atributl, které nejsou v Ant ani Succ

Condition

Cely Ant

Class attribute

Atribut v Succ



ETree Miner - zaddni

Minimal node purity, Minimal tree quality

Vyuziti KL-Miner (frekvenéni analyza)

Quality
good bad

fr, = 1773 / 2049 = 0.865
fr, = 1827 / 2034 = 0.898

low 2

1 773 276 fr, = 1854 / 2098 = 0.884
Salary (high)
Salary NP = frg

avg

Salary (*)

NP = avg (fr,, fr,, fr3) + stdev (fr,, fr,, fr;) = 0.894
1854 TQ = median (fr,, fr,, fr;) = 0.884




ETree Miner - zaddni

Maximal tree depth
Experimenty s 1-2

Maximal nr. of split attributes
Experimenty s 3-6

VyzZaduje dalsi studium



Doporuceni atributu — 1. krok

Vybér sprdavnych vétvi ETree
Na zdkladé koeficientu v Succ

Typ One category — vybér jen téch vétvi, které sprdvné
klasifikuji tuto kategorii

Typ * — vSechny vétve (zjednoduseni)



Doporuceni atributu — 2. krok

Vybér split atributt z ETree

Informace pro kazdy split atribut

signifikance — Chi-Square

Vypocet qual (normalizace)

qual = signifikance / max(signifikance 12)

max/

Serazeni sestupné podle qual



Doporuceni atributu — 3. krok

Jaky z atributy tedy doporucit?¢
Atribut s max(qual)

Podle ¢eho mé¥it jeho vhodnost?
qual > 0.75 — doporuceny

qual > 0.40 — castecné doporuceny, nemusi vzdy
prispét k posileni vztahu = mezi Ant a Succ



Fixace zaddni

Association rule pattern

Antecedent Interest measures Succedent

—————————————————————

. Chi-Square: 0.01
' Repayment (Subset 1-1) | g

e . Quality (goon)

_____________________

Marked rules
Repayment (3;4=== Quality (good) [Chi-Square: 34.847]
Repayment (6:7>=> Quality (good) [Chi-Square: 4.023]

1 Expert mize pfijit o zajimavé informace

1 Doporuéend zména koeficientu

1 Repayment (3,4> nebo Repayment (6;7>



Praktickd ukdzka

()







Zaver

AR Builder

Interaktivni pFistup

Dolovdni asociacnich pravidel
Analytické zprdvy

Integrace background knowledge

Doporuceni vhodného atributu

N\

Mnoho ndmétd na dalsi rozsireni

Implementace dalsich kvantifikdtord, doporucovani
konkrétnich kategorii atributly, apod.



Dékuji za pozornost



